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摘要：在数据海量化、信息化的时代，电子计算机处理系统所面临的算力和能耗等性能要求愈发严苛，传统冯·诺依

曼架构存在“内存墙”和“功耗墙”瓶颈，加之摩尔定律放缓甚至失效，使得电子芯片在计算速度和功耗方面遇到极大

挑战，利用光计算替代传统电子计算将是解决当前算力与功耗问题的极具潜力的途径之一。本文系统地梳理了片上集

成和自由空间的光子神经网络架构与算法方面的研究进展，详细介绍了典型的研究工作，然后讨论并对比了这两种光

子神经网络的优劣势，以及光子神经网络的训练策略等。最后探讨了光子神经网络面临的挑战，并对其未来发展进行

了前瞻性的展望。
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Abstract: In  the  era  of  massive  data  and  information,  electronic  computer  processing  systems face  increasingly
greater demands on computing power and energy consumption. Bottlenecks such as the "memory wall" and "power
wall"  inherent  in  the traditional  von Neumann architecture,  coupled with  the slowing down or  even invalidation of
Moore's  Law,  have  posed  significant  challenges  to  electronic  chips  in  terms  of  computing  speed  and  power
consumption. Utilizing optical computing as an alternative to traditional electronic computing represents one of the
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most promising avenues to address current  challenges in computing power and power consumption.  This review
systematically summarized the research progress of optical neural network architectures and algorithms in both on-
chip  integration  and  free  space,  and  described  typical  research  efforts  in  detail.  Then,  the  advantages  and
disadvantages of these two types of optical neural networks and the training strategies of optical neural networks
were discussed and compared. Finally,  the potential  challenges that optical neural networks may encounter were
discussed in depth, and a forward-looking perspective on their future development was offered.
Keywords: optical neural network; on-chip integration; free space; brain-like computing

  
1   引　言

人类科技进步过程中，大自然提供了源源不断的

灵感源泉和创新策动力，并从多个维度为人类的科技

发展贡献了卓越智慧。比如，通过深入研究鸟类飞行

的生物学原理，人们得以解决复杂的航空技术挑战；

再如，借鉴蚁群精巧的搜索策略，科学家们开发出了

高效的优化算法；同样地，植物光合作用过程中所展

现出来的高效能量转换机制，则为新型能源生产和利

用提供了极具价值的参考模型。诸如此类源自生物界

的启示不胜枚举，它们持续不断地为人类现实生活及

生产领域提供了一系列精密而巧妙的解决方案。然而，

大自然最令人叹为观止的造物之一无疑是人类大脑，

它生动地诠释了“智能”的概念，通过模仿人脑的

处理机制建立接近乃至超越人脑智能的机器，一直是

人们的一个朴素理念，因此，人工智能 (artificial

intelligence，AI)[1] 应运而生，人脑也成为衡量 AI 系

统能力的标准参照物。

人工智能通过模拟人脑中信息存储和处理机制等

智能行为，使机器具有一定程度的智能水平。它作为

一门新兴学科诞生于 20 世纪 50 年代中期，随后便在

充满未知的道路上不断探索，其发展历程如图 1 所示，

曾于 20 世纪 50 年代末和 80 年代初先后两次步入发

展高峰，但因为技术瓶颈、应用成本等局限性均在短

暂繁荣后跌入低谷。自 2006 年深度学习算法[2] 的提

出，以及在信息技术的引领下，随着数据信息的快速

积累和运算能力的大幅提升，人工智能技术应用取得

了突破性发展，并第三次站在了科技发展的浪潮之巅，

这次的研究狂潮至今仍在持续。2016 年，由深度神

经网络驱动的计算机程序 AlphaGo 战胜了人类顶尖围

棋选手，这不仅刷新了普通大众对 AI 技术的看法，

而且促使 AI 上升至国家战略层面。2023 年，世人见

证了 ChatGPT 在全球范围的大火，以生成式人工智

能为代表的新一代 AI 的问世，改变了 AI 技术与应用

的发展轨迹，加速了人与 AI 的互动进程，是 AI 发展

史上的新里程碑。近年来，我国《新一代人工智能发

展规划》《关于加快场景创新以人工智能高水平应用

促进经济高质量发展的指导意见》等文件相继出台，

从国家层面对人工智能进行系统布局。特别地，在

2024 年的两会工作报告中，“人工智能+”这一概念首

次被纳入国家发展战略的核心内容，这无疑揭示了我国

对人工智能技术及其融合应用的高度重视和前瞻布局。
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图 1　人工智能发展历程

Fig. 1　The development history of artificial intelligence
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现如今，几乎最先进的人工智能算法都使用神经

网络实现，并在基于冯·诺依曼架构的数字计算机上

运行，然而，神经网络计算模型与冯·诺依曼体系架

构在关键特征上有着本质的区别。一方面，神经网络

是一种受大脑神经突触结构启发的计算模型，网络中

并没有明显区分计算单元和存储单元，而是将网络信

息蕴含在神经元和突触之中，在外部刺激进入网络传

输的同时便完成了计算，相反，基于冯·诺依曼架构

的数字计算机中计算单元和存储单元则是物理上分离

的芯片，计算前需要先从存储单元读取出相应信息再

转移至计算单元中进行计算；另一方面，神经网络具

有高度并行和分布式的特性，而冯·诺依曼架构本质

上是顺序执行，最佳情况下是使用多处理器实现顺序

并行。因此，这两种架构之间的显著差异导致计算速

度减慢、能耗增加，例如，AlphaGo 在击败世界冠军

之前一共进行了 16 万场对局，使用 50 个 GPU 进行

了 4 周的训练，消耗大约 4×1010 焦耳的能量，相当于

一个成年人维持 10 年新陈代谢所需的能量；据斯坦

福大学人工智能研究所发布的《2023 年人工智能指

数报告》称，GPT-3 单次训练耗电量高达 1287 兆瓦

时，成本约为 140 万美元，对于多模态的 GPT-4，耗

电量和成本更加巨大；而人脑仅需 20 瓦左右的能量

就可以完成各种复杂的任务。因此，与人脑智能相比，

能源消耗问题已成为限制人工智能发展的一大障碍。

此外，在 2006 年深度学习出现之前，用于 AI 训练的

算力需求基本符合摩尔定律[3]；之后，算力需求不断

增长，2012 年后，AI 模型训练算力需求远超摩尔定

律所预测的算力供给量；随着大数据与大模型蓬勃发

展，训练算力需求呈指数级增长，目前的电子芯片能

提供的算力和 AI 的算力需求高度不匹配，无法满足

现代技术日益增长的计算需求。因此，需要探索各种

新兴方法、创新理论、新型器件以及新颖的计算架构

来开发性能更出色、能耗更低的新一代计算机。

上世纪 80 年代，科学家 Mead 受生物神经系统

的启发，首次提出了类脑智能[4] 的概念。自此以后，

实现类脑智能成为人类一直追求的梦想，并逐步上升

至国家战略层面。进入 21 世纪后，各国纷纷布局脑

科学领域的重大项目，全球主要国家的“脑计划”概

况如图 2 所示。2005 年，瑞士洛桑联邦理工学院脑

与心理研究所发起蓝脑计划 (blue brain project)，利用

逆向工程模拟脑，“复制”人脑所有的活动以及内部

发生的各种反应；在此计划基础上，欧盟于 2013 年

启动了人类大脑计划 (human brain project) [5]；同年，

美国政府启动脑科学计划 (BRAIN initiative)[6-7]，旨在

支持创新技术的开发和应用，以促进对大脑功能的动

态理解，该计划于 2022 年迭代至 2.0 版本[8]，目标是

期望改变神经科学研究的方法和人脑疾病治疗的方式；

紧接着在 2014 年，日本启动综合神经技术用于疾病

研 究 的 脑 图 谱 计 划 (brain  mapping  by  integrated
neurotechnologies  for  disease  studies， Brain/MINDS)[9]，

该计划包括绘制非人灵长类大脑的结构和功能图谱、

发展创新神经技术、人类大脑的结构功能重建和临床

研究三个主题，在 Brain/MINDS 的框架基础上，日

本在 2018 年进一步启动了 Brain/MINDS Beyond 计划；
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图 2　类脑智能的国家战略概况及硬件实现
[5-12,15-23]

Fig. 2　National strategy overview and hardware implementation of brain-like intelligence[5-12,15-23]
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2016 年，我国提出脑科学与类脑科学研究  (brain
science  and  brain-like  intelligence  technology)[10-12]，采

用“一体两翼”的战略架构布局，即以研究脑认知的

神经原理为“主体”，以研发脑重大疾病诊治新手段

和脑机智能新技术为“两翼”开展研究；2021 年，我

国科技部发布科技创新 2030——“脑科学与类脑研究”

重大项目，中国脑计划项目正式启动。因此，受脑信

息处理机制启发的类脑计算引起了国内外广泛关注并

成为全球科研热点。类脑计算[13] (即神经形态计算) 致
力于开发模拟大脑的人工智能技术，通过借鉴大脑的

神经系统结构及其处理信息的基本规律及机制，力求

在硬件实现与软件算法等多个维度对现有的计算体系

与系统实施根本性的革新，以构建低能耗、高性能的

计算系统[14]。它基于非冯·诺依曼架构，颠覆了传统

的计算模式，更具生物可解释性。

类脑智能的基石是类脑神经形态硬件芯片，通过

构建模拟大脑底层结构的全新硬件平台，打破冯·诺
依曼体系结构固有的性能限制，并在解决智能任务时

获得速度和效率方面的优势。近些年来，基于微电子

技术与平台构建的神经形态硬件取得了显著进展，如

图 2 所示，自 1989 年类脑工程概念[4] 提出，先后有

英国曼彻斯特大学研制的 SpiNNaker[15]、斯坦福大学

研制的 Neurogrid[16]、IBM 研制的 True-North[17]、德国

海德堡大学的 HiCANN[18]、浙江大学研制的达尔文类

脑芯片 (Darwin)[19]、英特尔研制的 Loihi[20] 和 Loihi2[21]、

清华大学研发的天机芯 (Tianjic)[22]、中国科学院研制的

“苏轼” (SUSHI)[23] 等神经形态芯片问世。然而，电

子连接面临严重的带宽-连接密度权衡的问题[24-25]，以

及电子晶体管的特征尺寸和集成度逐渐逼近摩尔定律

所揭示的物理极限，基于电子硬件的神经形态芯片已

经遇到了速度、能耗和面积等方面的电子瓶颈，其能

效和计算速度难以进一步提高。

采用光子计算方法替代传统电子计算方法，是克

服摩尔定律所带来的物理极限以及冯•诺依曼架构局

限性的有效途径之一，有望为解决当前算力与功耗的

瓶颈问题提供强大动力。光子的高速、大带宽、高并

行性和低串扰等特性特别适应于高互连密度的网络，

在硬件神经形态计算领域受到越来越多的关注。因此，

光子神经形态计算[26-27] 是光子学和神经形态计算交叉

融合的前沿研究领域，充分利用了光子学的优势，通

过克服电子瓶颈来显著加快计算速度和减少资源能耗，

从而推动智能计算系统的高效运行，以满足日益增长

的计算需求和能源效率要求。光子神经形态计算通过

光学硬件模拟生物大脑基本构建块 (即神经元和突触)，
并将其组合成适当规模的神经网络，以光子作为信息

传输载体，利用光和光学器件的特性，来完成计算过

程。光子神经网络功耗低、并行性高、速度快，在满

足大量数据处理需求的同时降低了能耗，其发展历程

可以追溯到 20 世纪 80 年代[28]，当时主要是基于光电

效应和光学器件实现神经网络的模拟，随着光学技术

的不断进步，如今的光子神经网络已经发展成为一种

结合光学计算和神经网络算法的全新领域。

光子神经网络由大量复杂互连的线性层构成，矩

阵乘法以光速进行，有效加速人工神经网络中密集的

矩阵乘法计算过程，并减少能量和时间的消耗，通过

非线性光学元件来实现人工神经网络中的非线性计算，

一旦完成光神经网络的训练，整个结构就能以光速进

行光信号计算，而无需额外的能量输入[29]。其中，光

互连具有高度的并行性，光束可以在空间交叉而不会

产生串扰，而且光的传播速度快，时延和色散都可以

忽略不计[30-31]。光互连技术主要分为波导光互连与自

由空间光互连两大类别，基于光互连机制，光子神经

网络主要包括基于集成光学平台和基于自由空间光学

两种实现形式。

本综述旨在回顾光子神经网络的研究进展，重点

介绍该领域已经取得的显著性成果，并前瞻性地展望

其未来的发展趋势及所面临的关键挑战和难题。首先

综述了片上集成的光子神经网络的研究进展，包括基

于半导体激光器、基于硅光微环谐振器 (micro-ring
resonator，MRR)、基于马赫 -增德尔干涉仪  (Mach-
Zehnder interferometer，MZI) 和基于相变材料 (phase
change material，PCM) 的光子神经网络；然后介绍了基

于自由空间光学的光子神经网络的研究进展，主要介

绍了基于衍射光学元件的光子神经网络；进一步介绍

了光子神经网络的训练算法；最后讨论了光子神经网

络面临的挑战，并展望其未来的研究方向和应用前景。 

2   片上集成的光子神经网络

基于集成光学平台的光子神经网络使用光波导引

导光波传播来实现互连，光波导通常分为两类：一种

是圆柱形光波导，即光纤；另一种是集成光波导，包

括平面光波导和条形介质光波导。基于半导体激光器

的光子神经网络通常使用光纤互连实现，因此，本节

分别介绍了基于半导体激光器的光子神经网络和基于
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集成光波导平台的光子神经网络。 

2.1  基于半导体激光器的光子神经网络

2016 年开始，西安电子科技大学研究团队围绕

基于半导体激光器的光子神经网络展开了系统深入的

研究，如图 3 所示。研究初期重点探索了光子神经形

态计算的新原理器件，针对光子脉冲神经元，首次建

立了基于偏振转换的垂直腔面半导体发射激光器

(vertical-cavity surface-emitting laser，VCSEL) 光子神

经元理论模型，成功实现了类神经元的兴奋性响

应[32]，并在 VCSEL 耦合级联系统中实现了兴奋性响

应的稳定级联传输[33]，在此基础上，提出了双偏振光

注入 VCSEL 产生兴奋性和抑制性动力学响应的新方

案[34]，并分析了脉冲编码方案和存储特性[35-36]；2019
年首次发现偏振模竞争效应引起的类神经元抑制响

应[37]，随后基于该抑制响应单步实现了非线性的异或

(exclusive OR，XOR) 运算[38]。此外，还提出了带有饱

和吸收区的 VCSEL (VCSEL with a saturable absorber，
VCSEL-SA) 实现多路脉冲编码的方案 [36]。针对光

学突触，2018 年建立了基于垂直腔面半导体光

放大器 (vertical-cavity semiconductor optical amplifier，
VCSOA) 的光学突触可塑性理论模型[39] 并进行了实验

验证[40]，2020 年提出了基于双偏振光注入 VCSEL 的

实时光突触可塑性方案[41]。

基于新原理器件的研究成果，进一步通过仿真和

实验研究了基于这些器件的光子脉冲神经网络的理论

模型与算法，从 2019 年开始建立了基于 VCSEL-SA
的“光子神经元-突触-学习算法”一体化光子脉冲神经

网络物理模型，先后提出无监督学习算法[42]、有监督

学习算法[43-44]、赢者通吃竞争学习机制[45] 和“时延-权
重协同可塑性”监督学习算法 [46]，完成脉冲模式识

别[43]、声源定位[47]、脉冲序列学习[48]、联想记忆[49]、

数字模式识别[50]、数独求解 [51]、运动检测和方向识

别[52] 等任务；进一步建立了基于 VCSEL-SA 的多层

光子脉冲神经网络，提出监督学习算法实现 XOR 运

算以及其他的逻辑运算任务[53]，提出结合 STDP 规则

和梯度下降机制的改进学习算法实现对鸢尾花数据集

和乳腺癌数据集的分类[44]，提出改进的反向传播算法

通过理论结合实验完成非线性 XOR 运算、鸢尾花分
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图 3　西安电子科技大学研究进展
[32-72]

Fig. 3　Research progress of Xidian University[32-72]
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类与基因分析任务[54-55]。同时，又提出一种光子卷积

脉冲神经网络结构，结合有监督学习算法实现语音识

别任务[56]。此外，研究了硅基光器件构建的光子神经

网络，提出一种基于硅光 MRR 的全光脉冲神经网络

实现脉冲序列学习[57]，进一步构建了基于 MRR 和相

变材料的光子脉冲神经网络，并结合有监督学习实现

了模式识别任务[58]，随后，提出一种硅基光 MZI 阵
列和 VCSEL-SA 混合集成的光子脉冲神经网络架构

实现数字模式识别任务的推理[59]。

近几年，在光子脉冲神经网络的理论模型与算法、

硬件平台和集成技术持续进步的推动下，光子神经形

态芯片及其集成的研究取得了显著进展，先后研制了

法布里-珀罗 (Fabry–Pérot，FP) 激光器、含可饱和吸

收区的法布里-珀罗 (FP with a saturable absorber，FP-
SA) 激光器、分布式反馈 (distributed feedback，DFB)
激光器和含可饱和吸收区的分布式反馈 (DFB with a
saturable absorber，DFB-SA) 激光器，在硬件平台研

究了它们的类神经元特性，并构建了光子脉冲神经网

络完成类神经计算任务。对于 FP-SA 激光器，首先

研究了其在相干光注入和非相干光注入下的类神经元

响应[60-61]，进一步实现了硬件-算法协同计算的光脉冲

神经网络[62]，随后研究了由三个级联 FP-SA 构成的多

层光子脉冲神经网络的硬件实现[63]，实验演示了基

于 FP-SA 光子脉冲神经元芯片的延迟权重学习和模

式分类[64]，以及单个双集成电极光子脉冲神经元的脉

冲信息处理[65]；基于单个 FP 激光器光子脉冲神经元

模拟了视觉神经系统的超快视觉避障方法并进行了实

验验证[66]。对于 DFB 激光器，数值仿真和实验证明

了光注入 DFB 激光器可以实现类生物神经元的脉冲

处理机制[67]，并探索了类生物神经元的脉冲兴奋性和

抑制性响应在两个 DFB 光子神经元之间的级联传

输[68]。对于 DFB-SA 激光器，首先研究了其类神经元

响应，基于此实现了全光 XOR 运算 [69]；然后基于

DFB-SA 激光器频率编码的特性，演示了一种基于

DFB-SA 激光器光子神经元的卷积系统[70]；随后提出

了一个多突触光子脉冲神经网络，将改进的远程监督

学习算法与延迟权重协同训练方法相结合来实现模式

分类[71]；最后，实验演示了基于 DFB-SA 激光器的光

子神经-突触芯片，单个 DFB-SA 激光器可以同时实

现线性加权和非线性脉冲激活，进一步基于制作的四

通道 DFB-SA 激光器阵列实现了脉冲卷积神经网络的

矩阵卷积运算，在 MNIST 数据集识别任务中达到

87% 的识别精度[72]。

除了西安电子科技大学研究团队的贡献，英国思

克莱德大学 Hurtado 研究团队自 2010 年以来，也致

力于基于半导体激光器的光子神经网络的研究，他们

通过理论与实验研究了基于 VCSEL 的光子神经形态

计算系统，首先探索了基于光注入 VCSEL 的偏振转

换效应[73] 模拟生物神经元的兴奋性响应[74] 和抑制性

响应[75]，研究了级联系统中脉冲的可控产生[76] 与传播
[77]；然后展示了由单个 VCSEL 光子神经元构建的硬

件友好的光子脉冲神经网络硬件系统，利用 VCSEL
光子神经元的输入积分、阈值与脉冲激发特性，以超

快的纳秒速率演示了重合检测和模式识别任务[78-79]，

结合时分复用成功地演示了全光图像边缘特征检测[80]；

2024 年，基于多个 VCSEL 神经元构建的光子脉冲神

经网络，成功实现并实验证明了超快速率的检测以及

图像和视频输入中目标模式的跟踪[81]。除此之外，美

国麻省理工学院 Englund D 研究团队在 2023 年实验

证明了一个基于 VCSEL 阵列的时空复用光子神经网

络系统[82]，采用微米级 VCSEL 阵列作为神经元编码，

该阵列具有高效的电光转换和紧凑的排布，并通过零

差光电倍增技术，实现了在量子噪声极限下的矩阵运

算和具有瞬时响应的基于检测的光学非线性，相比于

最先进的数字处理器，该系统的能效和计算密度分别

提高了 100 倍和 20 倍。当前，基于半导体激光器的

光子神经网络正快速发展，致力于实现低能耗和更高

集成度的非线性计算，同时朝着大规模、超高速和高

集成度的光学神经网络的构建不断推进。 

2.2  基于集成光波导平台的光子神经网络

集成光子平台和器件的逐步成熟[83] 极大推进了

基于集成光波导互连技术的光子神经网络的研究，主

要包括基于 MRR 阵列的光子神经网络、基于 MZI 网
络的光子神经网络和基于 PCM 的光子神经网络，表 1
总结了这三种网络的规模集成度与采用的技术方法。 

2.2.1  基于MRR阵列的光子神经网络

单个 MRR 通常由一个环形波导和一或两个直波

导构成，具有特定的光学谐振特性，可以在特定波长

或频率处具有较大的透过率，它尺寸非常小，半径通

常为几微米，因此该方法易于扩展，可以做成小规模

的阵列。多个 MRR 级联形成的阵列，可以实现非相

干的矩阵计算，其中每个微环被调谐到特定的波长或

频率，并独立控制这个波长通道上的透射系数，其阵

列的规模可以根据矩阵乘运算的规模进行设计。如
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图 4 所示为一个简单的 4×4 MRR 阵列，其完成矩阵

乘运算的原理为：输入矢量 X编码为不同功率的光信

号加载在不同的波长上，不同波长的光束经过多个微

环并调节透过系数，系数矩阵即为权重矩阵W，最后

输出的总功率矢量 Y=WX即为矩阵乘运算的结果。

由于 MRR 在光子集成电路中的紧凑封装、波分复用

兼容性和可调谐性等优势，MRR 阵列适合作为片上

光子突触并具备可重构特性。
  

x1 x2 x3 x4

w41 w42 w43 w44

w31 w32 w33 w34

w21 w22 w23 w24

w11 w12 w13 w14

y4

y3

y2

y1

X

图 4　4×4 MRR 阵列示意图
Fig. 4　Schematic diagram of a 4×4 MRR array

 

近年来，国内外众多研究团队对基于 MRR 阵列

的光子神经网络展开了研究，其进展如图 5 所示。

2017 年，普林斯顿大学 Tait 等人开发了世界上首个

递归光子神经网络架构[84]，并展示了其超快的计算速

度，该光子递归神经网络芯片设计方案，采用 24 个

基于电光调制器 (electro-optic modulator，EOM) 的光

子神经元节点，16 个 MRR 作为光子权重器实现 4×4
矩阵乘法，执行一个微分系统模拟功能测试时运算速

度是传统计算方法的 294 倍。2018 年，乔治华盛顿

大学 Mehrabian 等人提出了基于硅基 MRR 和波分复

用技术实现了卷积神经网络加速器的方案[85]，运行速

度理论上有望比电子卷积神经网络的运行速度快上千

倍。2020 年，普林斯顿大学研究团队实现了基于片

上 MRR 权重库对盲源信号的光子独立成分分析 [86]，

同时提出了基于数字电子和模拟光子的卷积神经网络

硬件架构，速度有望达到同期最先进的图形处理单元

的 2.8 到 14 倍，并节省近 25% 的能量 [87]。2021 年，

美国 Sunny 等人提出了一种基于 MRR 权重库的硅光

神经网络加速器 CrossLight[88]，网络中的卷积层和全

连接层分开处理，实现了更高的分辨率、更好的能源

效率和更高的吞吐量。2022 年，日本东京大学 Ohno
等人提出了一种基于 4×4 MRR 交叉阵列实现硅基可

编程光神经网络[89]，具有 30 TOPS/W 的计算效率，

 

表 1　三种光子神经网络的性能对比

Table 1　Performance comparison of three photonic neural networks

网络类型 计算规模/单元 集成度/(单元/mm2) 技术方法

基于MRR阵列的光子神经网络 ~103 ~103 光学谐振

基于MZI网络的光子神经网络 ~104 ~103 光学干涉

基于PCM的光子神经网络 ~103 ~102 晶态切换

 

2017年 2018年 2020年 2021年 2022年 2023年

基于MRR作为光子权重器的光子递归神经网络芯片

普林斯顿大学
Tait et al.

基于硅基MRR和波分复用技
术的卷积神经网络加速器

乔治华盛顿大学
Mehrabian et al.

基于MRR权重库的硅光神经
网络加速器CrossLight

美国
Sunny et al.

基于微腔光频梳的光子处理单元实现
基于时间 -波长平面拉伸的卷积方法

基于数字电子和模拟光子的卷积神经网络硬件架构

普林斯顿大学
Tait et al.

基于4×4 MRR交叉阵列实
现硅基可编程光神经网络

日本东京大学
Ohno et al. 北京大学

集成的光子张量流处理器
上海交通大学

图 5　基于 MRR 阵列的光子神经网络研究进展
[84-85,87-91]

Fig. 5　Research progress in photonic neural networks based on MRR arrays[84-85,87-91]
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在 Iris 数据集的分类任务中预测准确率为 93%，并利

用 MRR 交叉阵列的转置矩阵运算的片上反向传播实

现了片上训练。2022 年，上海交通大学邹卫文团队

提出了一种集成的光子张量流处理器[90]，通过混合操

作光学波长、空间维度和时间延迟，在光域直接表示

和处理高阶张量，实现高速张量卷积运算，处理器的

内核权重在 MRR 内实现，数据寄存由嵌入式光延迟

结构完成，通过重新配置 MRR 的权重和重复使用处

理器芯片，实验演示了张量处理；芯片以 20 Gbaud 的

调制速率工作，核心部件算力密度为 588 GOP·s−1·mm−2，

并演示了一种用于视频动作识别的卷积神经网络，其

准确率达到 97.9%。2023 年，北京大学王兴军团队提

出并演示了一种基于微腔光频梳的光子处理单元[91]，

实现基于时间-波长平面拉伸的卷积方法，其中，微

腔光频梳提供了一个相干多通道光源，片上硅 EOM
在微腔光频梳的每个梳齿上编码高速数据流 MRR 阵

列实现内核权重，嵌入式光学延迟线实现数据缓存，

并开发了一个专用的程序精确控制所有单独的组件，

实现了 9 bit 的权重精度和 1.04 TOP·s−1·mm−2 的光子

核心算力密度；实验验证了该卷积神经网络能够完成

图像边缘检测和数字识别分类任务，MNIST 数据集

的测试准确率达到 96.6%。

上述研究成果展示了光子神经网络中 MRR 作为

光子权重器的强大潜力，通过结合机器学习算法与光

子计算的特性，研究者们开发了一系列创新的网络架

构，例如基于 MRR 的递归神经网络和卷积神经网络

结构，并展示了其在图像识别、数据分类等特定任务

中与电子系统竞争甚至超越的能力。在未来基于

MRR 阵列的光子神经网络研究中，首先要增强

MRR 阵列的多功能性与可编程性，使光子神经网络

能够动态适应不同的计算任务，实现更高效的资源利

用和更广泛的应用范围；其次，应持续提升 MRR 的

性能参数，如降低插入损耗和提高调制带宽，并探索

更高效的光互连技术，以支持更大规模光子神经网络

的构建，满足更复杂算法的需求；最后，利用异质集

成技术，高效地将 MRR 与其他光电器件进行整合，

实现全光计算系统。 

2.2.2  基于MZI网络的光子神经网络

MZI 的结构允许调整光程差来实现不同相位的干

涉，输入的光信号通过 MZI 时会被分成两束，然后

在空间上重新组合，形成一个新的光信号，这个新的

光信号可以被认为是输入光信号的线性组合，因此它

可以实现光学矩阵运算。MZI 是天然的最小矩阵运算

单元，利用 MZI 搭建的光学网络可以扩展至任意维

度的任意矩阵计算，如图 6 展示了经典的三角形和矩

形结构 4×4  MZI 网络。与 MRR 阵列类似，这些

MZI 网络都可在片上集成，且调制速率都可大于 10 G；

不同之处在于，MRR 阵列是显式计算，传输矩阵可

以直接生成，而 MZI 网络属于隐式计算，其传输矩

阵需要迭代或者解析换算产生。

1994 年，Reck 等人首次证明了使用光学设备

MZI 构造任意有限维酉矩阵进行片上矩阵运算，提出

了基于三角形网格结构的酉矩阵分解[92]。2016 年，

牛津大学 Clements 等人提出了矩形网格结构的酉矩

阵分解法[93]，通过将 MZI 的排布形状从三角形转化

为矩形，能够减少一半的光学深度，同时也增加了计

算网络的误差容忍度。在此基础上，利用 MZI 完成

线性矩阵运算的光子神经网络得到了广泛的研究，近

几年的研究进展如图 7 所示。2017 年，麻省理工学

院 Shen 等人基于 56 个 MZI 实现了 4×4 矩阵运算[94]，

通过在电域引入非线性激活函数来模拟神经元，实现

的前馈全连接光神经网络识别四种基本元音的准确率

达到 76.7%，比当时最新的电子芯片快两个数量级以

上，但使用的能量不到电子芯片的千分之一。同年，

乔治华盛顿大学 George 等实现了全光的卷积神经网

络[95]，其中利用 MRR 做延时，使用 MZI 网络做矩阵

计算。2019 年，加利福尼亚大学伯克利分校 Fang 等

人仿真研究了 GridNet (网格网络) 和 FFTNet (快速傅

里叶变换网络) 两种光神经网络[96]，都采用了 8×4 的

MZI 线性矩阵运算器，在大规模矩阵运算中具有较高
 

a b

图 6　4×4 MZI 网络。(a) 三角形结构；(b) 矩形结构

Fig. 6　4×4 MZI network. (a) Triangle structure; (b) Rectangular structure
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的计算精度，在手写数据集的分类任务中的分类准确

率分别为 98% 和 95%。2019 年，北京邮电大学研究

团队研究了基于 MZI 的光子神经网络芯片在线训练

算法，提出基于遗传算法/粒子群算法的非梯度片上

训练方案[97]，通过仿真分别实现了光神经网络在 Iris
数据集、Wine 数据集上的在线训练。2020 年，麦吉

尔大学 Shokraneh 等人提出了一种基于菱形网格拓扑

结构的现场可编程 MZI 光处理器[98]，实现了各种尺

寸的光神经网络，与三角形网格相比，菱形网格对相

位误差和损耗容限有更高的鲁棒性，并通过理论分析

发现矩形结构比三角形结构实现的单层 4×4 光神经网

络在高损耗和相位误差条件时具有更高的分类精度[99]。

2022 年，重庆联合微电子中心田野等人基于 MZI 网
格定义的复值矩阵的实部表达实值矩阵，构建了可扩

展和紧凑的卷积神经网络，并通过实验测试了

MNIST 识别任务[100]。2022 年，新加坡南洋理工大学

研究团队提出了基于硅光集成线路的可扩展集成衍射

光神经网络[101]，实现并行傅里叶变换、卷积运算和

特定应用的光学计算，N个输入的网络仅需使用 N
个 MZI 和两个超紧凑衍射单元  (平板波导 )，其中

MZI 阵列实现幅度和相位调制，平板波导作为衍射单

元实现傅里叶变换和反变换，由于使用了片上紧凑型

衍射单元，所提出架构的占地面积和功耗与输入数据

维度成线性比例，而不是传统光神经网络框架中的二

次比例，占地面积和能耗方面减少了约 10 倍，该网

络在 Iris、MNIST 和 Fashion MNIST 数据集上分别获

得 98.3%、89.3% 和 81.3% 的测试准确率，与以前基

于 MZI 的光神经网络具有同等的高精度。2022 年，

华中科技大学张新亮团队提出了一种自监测全光神经

网络实现全光激活和非侵入性电监测功能[102]，单芯

片包含 16 个 MZI 和 4 个非线性锗硅光电二极管 (PD)，
其中 PD 用于构建片上光学神经元，其非线性光学吸

收效应实现了全光激活函数，实验中的三层光网络能

够在对象分类和语义分割任务中进行原位训练和学习，

在 MNIST 数据集上准确率为 97.3%。随后在 2023 年，

该团队提出一种用于执行实值非相干光矩阵向量乘

的简化 MZI 网格[103]，其性能优于传统的 MZI 网格，

并利用该 MZI 网格构建了一个光子神经网络，使用

原位粒子群优化训练成功完成了 Iris 分类任务，通过

引入匹配的片上非线性激活函数，该 MZI 网格可以

级联到单个芯片上，所提出的实值 MZI 网格和原位

训练方法具有空间效率高、能效高、可扩展以及对制

造误差的鲁棒性等特点，适用于大规模光子神经

网络。

综上所述，国内外学者们相继提出了基于 MZI
的光学前馈神经网络、卷积神经网络、衍射神经网络

和脉冲神经网络等多种网络架构，在网络中通过电子

控制实现动态配置，增强了系统的多功能性和可编程

性，使得光子神经网络能够灵活适配各类算法需求，

在图像识别、数据分类和语义分割等应用中展示出广

阔的应用潜力。此外，为降低 MZI 网络的规模和能

耗，积极探索了网络新架构和优化方法；并通过改

进 MZI 的设计和制造工艺进行性能优化，提高光子

神经网络的计算容量和稳定性，并降低能耗。然而，

基于 MZI 的光子神经网络当前面临的主要挑战为尺

寸大和实际能耗高，这在一定程度上限制了其在大规

 

2017年 2019年 2020年 2022年

基于56个MZI的前馈全连接光神经网络
基于MZI的GridNet（网格网络）和FFTNet

（快速傅里叶变换网络）光神经网络

基于MZI的光子神经网络芯片提出基于
遗传算法的非梯度片上训练方案

基于菱形网格拓扑结构的现场可编程
MZI光处理器

基于硅光集成线路的可扩展
集成衍射光神经网络

2023年

基于实值 MZI 网格和原位训练方法的
光神经网络

基于MZI网格定义的复值矩阵的实部表达实值矩阵，构建可扩
展和紧凑的卷积神经网络

Optical matrix

multiplier
fNL

图 7　基于 MZI 网络的光子神经网络研究进展
[94,96-97,99-101,103]

Fig. 7　Research progress in photonic neural networks based on MZI mesh[94,96-97,99-101,103]
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模集成和能耗优化方面的应用。因此，未来的研究需

要进一步减小器件尺寸、降低能耗和提高性能，同时

解决大规模光子电路中的信号传输与互连问题，实现

高效的数据传输；然后，结合非线性光学效应或与电

子元件混合集成，以实现更复杂的非线性计算，提升

光子神经网络的处理能力；最后，强化算法与硬件

的协同优化，设计针对特定任务的高效算法，充分发

挥光子神经网络在高速、低耗和高并行度方面的独特

优势。 

2.2.3  基于 PCM的光子神经网络

PCM 通过电或光激发在其晶态和非晶态之间实

现可逆的快速切换，进而改变光路的传导特性，实现

光信号的调制与存储，可以用来编码信息，执行类似

神经元激发和突触权重调整的操作，为光子脉冲网络

提供了基础构件。由于其快速响应、非易失性以及良

好的光电器件兼容性，在硅基光子学集成平台上展现

出巨大潜力，通过结合硅光子技术和 PCM，能够构

建出集存储和计算于一体的光子神经元和突触结构，

实现高效的全光信号处理和光子计算，这对于构建大

规模、高速、低功耗的光子神经网络至关重要。

2011 年，Wright 等提出将 PCM 用于算术和生物

启发计算[104]，并首次提供了基于 PCM 的处理器的原

理实验证明，演示了加、乘、除、减四种基本运算，

并同时存储运算结果。同年，Kuzum 等报道了基于

PCM 的新型纳米级电子突触[105]，用于光学数据存储

和非易失性存储，PCM 中的连续电阻转换被用来模

拟生物突触的特性，从而实现突触学习规则。2017
年，英国牛津大学 Cheng 等人制备了基于 PCM 和集

成波导的光子突触芯片[106]，揭示了光子突触权重的调

控机制，可使用通过波导的脉冲直接改变突触权重，模

拟了突触可塑性。2019 年，美国普渡大学 Chakraborty
等基于相变材料 Ge2Sb2Te5 (GST) 研究了非易失性光

子突触[107]，突触圆环的最小半径为 1.5 μm，可实现高

密度突触阵列。2019 年，德国明斯特大学 Feldmann
等人研发了基于 PCM 和 MRR 的全光学脉冲神经突

触网络芯片[108]，避免了传统计算架构中存储单元和

处理单元的物理分离，如图 8(a) 所示，其具体工作原

理是使用 PCM 单元对输入脉冲进行加权，然后通过

MRR 将相应波长的光耦合到单模波导中进行功率求

和，当单模波导中累积的光功率超过某个阈值时，最

后一个 MRR 上的 PCM 单元切换晶体状态并产生输

出脉冲，从而完成光域的计算，这个芯片上构建了包

含 4 个光子脉冲神经元和 60 个突触的网络，可以进

行有监督和无监督学习，并成功演示了四个 15 pixel
的字母模式识别任务。随后该团队于 2021 年提出了

基于光学张量核的专用集成光子硬件处理器[109]，如

图 8(b) 所示，采用基于 PCM 的存内计算架构，利用

光学频率梳和波长复用技术实现多路并行处理，使

用 16×16 的 PCM 集成阵列实现矩阵-向量乘法运算，

运算速度可达每秒 1012 次乘加运算。2023 年，牛津
 

a b c

图 8　基于 PCM 的光子神经网络。(a) 全光脉冲神经突触网络的原理和实验
[108]

；(b) 基于光学张量核的专用集成光子硬件

处理器架构
[109]

；(c) 基于非易失性 PCM 存储单元的存内光电混合计算系统
[110]

Fig. 8　Photonic neural network based on PCM. (a) Principle and experiment of all-optical spiking neurosynaptic network[108]; (b) Integrated
photonic hardware accelerator architecture based on photonic tensor cores[109]; (c) In-memory photonic–electronic computing platform based on

non-volatile electronically reprogrammable PCM memory cells[110]
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大学 Zhou 等研究人员展示了一种基于非易失性 GST
存储单元的存内光电混合计算系统[110]，如图 8(c) 所
示，其支持灵活的电编程和高通量光学计算，其中电

子电路完成权重库的设置和存储，光学电路执行标量

乘法和乘加运算，实验揭示了在该非易失性电子可编

程 PCM 存储单元作为卷积层的卷积神经网络中，对

MNIST 数据集中手写数字和时尚产品识别的推理准

确率分别为 87% 和 86%。

这些研究工作聚焦于脉冲处理与学习机制的探索，

通过精确控制 PCM 的相变特性，成功模拟了光子神

经网络中的神经元激活与突触连接功能，PCM 的非

易失性和可塑性支持了类似于生物神经网络的学习过

程，即通过调整相变状态来改变光信号的传递效率，

从而实现权重调制；同时致力于将 PCM 器件集成到

复杂的光子神经网络架构中，如多层网络和卷积神经

网络等，并在算法层面不断创新，以满足光子计算技

术的广泛应用需求。接下来，针对基于 PCM 的光子

神经网络的研究需要聚焦以下几个方向：一是优化

PCM 材料和器件设计，降低相变过程中的能量消耗，

同时提高相变的稳定性和重复性，实现长期稳定运行

和大规模应用；二是进一步提升 PCM 光子器件的集

成度，开发更复杂的网络架构，并探索更加灵活的编

程方法，使网络应对多样化的任务需求；三是结合光

器件特性与机器学习算法，开发新的计算范式、网络

架构和调控算法。 

2.2.4  其他集成光波导平台的光子神经网络

2014 年，比利时根特大学 Vandoorne 等人在绝

缘硅平台上实现了包含 16 节点的集成无源硅光子储

备池芯片[111]，成功实现了 2 位 XOR 操作、12.5 Gbit/s

的 5 位标头识别和语音数字分类任务。2021 年，澳

大利亚斯威本科技大学徐兴元等人提出了一个通用光

学向量卷积加速器[112]，使用了 10 个 3×3 卷积核，基

于光学频率梳产生 90 个波长光信号，采用波分复用、

时分复用、空分复用技术实现光卷积运算加速器，单

个处理内核的计算速度超过 10 TOPS，手写数字图像

识别准确率达 88%。2022 年，美国宾夕法尼亚大学

Ashtiani 等人报道了一种集成的硅光端到端光学深度

神经网络[113]，它使用传播计算来执行亚纳秒图像分

类，对手写字母二分类的准确率高于 93.8%，进一步

四分类的准确率高于 89.8%。2023 年，清华大学陈宏

伟团队提出了一种基于绝缘衬底上的硅 (silicon-on-

insulator，SOI) 的片上集成的衍射光学神经网络[114]，

可以执行高集成度和低功耗特性的机器学习任务，并

提出了一种补偿由芯片制造和实验实现阶段引起的系

统误差的算法，从而增加系统的抗噪声能力，实验验

证了 1 个隐藏层和 3 个隐藏层的片上 DONN 在 Iris

分类任务中的准确率分别为 86.7% 和 90%，3 个隐藏

层的片上 DONN 在 MNIST 数据集上准确率达到

96.3%，该网络克服了空间衍射光子神经网络的体积

限制，提高了集成度，与其他集成光子神经网络相比，

该芯片摆脱了波导数目的制约，更容易实现计算单元

的片上大规模拓展。同年，中国科学院半导体研究所

李明团队研制出一款超高集成度光学卷积处理器[115]，

通过两个 4×4 多模干涉耦合器和四个移相器构造了三

个 2×2 相关的实值卷积核，创新性地将波分复用技术

结合光的多模干涉，以波长表征核元素，输入到输出

的映射实现了卷积中的乘法运算过程，波分复用和光

电转换实现了卷积中的加法运算，通过调节四个热调

移相器实现了相关卷积核重构，实验验证了该处理器

的手写数字图像特征提取和分类能力，图像特征提取

精度达到 5 bit，对 MNIST 手写数字数据集的手写数

字进行十分类，准确率达 92.17%。 

2.3  总　结

片上集成的光子神经网络具有集成度高、能量效

率高和稳定性好等优点，通过光子集成技术，可以在

很小的芯片上集成大量的光学元件，实现高密度的信

息处理，有利于小型化和便携化设备的开发。同时，

由于光子在芯片内直接处理信息，减少了电子与光子

之间的转换损耗，整体能效较高，加之标准化的制造

工艺保证了器件性能的一致性和可靠性，有利于大规

模生产和应用。然而，目前基于片上集成的光子神经

网络仍面临制造难度高、成本较大和可调谐性相对不

足等挑战，高精度的光子集成芯片制造工艺复杂，初

期研发和生产成本相对较高，且一旦制造完成，调整

光学参数的灵活性有限，可能影响到算法和网络架构

的适应性。因此，这种网络架构适合于追求高集成度、

低功耗和稳定性的应用场景。 

3   自由空间的光子神经网络

自由空间的光子神经网络利用光在开放空间中的

传播和交互来模拟生物神经元和突触的功能，实现神
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经形态计算和信息处理，它不依赖于固定的光波导结

构，而是通过透镜、反射镜、光栅、空间光调制器等

光学元件在三维空间内操纵光束处理信息。
 

3.1  基于衍射光学元件的光子神经网络

衍射光学元件通常采用微/纳米蚀刻工艺来设计

二维分布的衍射单元，每个衍射单元都具有特定的形

态和折射率来调节激光波前的相位分布，通过每个衍

射单元后，激光在一定距离处衍射和干涉，产生特定

的强度分布。图 9 为近年来衍射光子神经网络的研究

进展。

2018 年，加州大学洛杉矶分校的 Lin 等人首次提

出一种能够进行图像分类的全光深度学习框架——

衍射深度神经网络 (diffractive  deep  neural  network，

D2NN)[116]，该架构利用多层衍射表面，并经过计算机

训练以光学方式执行任务，采用 3D 打印制造出了这

种光学架构，可以完成手写数字和时尚产品的图像识

别以及太赫兹光谱成像镜头的功能，该网络对 10000
幅手写数字图像的分类准确率为 93.39%，实现了高

准确率和低功耗。然而，该网络的训练仍然是由电子

计算机完成的，通过参数化和 3D 打印虚拟衍射层无

法实现快速实时编程，实验环境也受到使用太赫兹光

源的限制。同年，美国斯坦福大学 Chang 等人提出了

一种基于优化的衍射光学元件的光学卷积层[117]，在

光电混合卷积神经网络中，光卷积层取代了电神经网

络中卷积层所需处理量最大的部分，其余部分仍由计
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Fig. 9　Research progress in diffractive optical neural network[116-125]
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算机处理，采用这样的网络布局，图像处理性能得以

提高，卷积层的功耗大致可视为零，从而大大降低了

神经网络的总体功耗。此外，西班牙 Bueno 等人实现

了一个包含 2025 个衍射耦合光子节点的大规模循环

神经网络[118]，其中，空间光调制器将网络节点状态

编码到光幅度中，通过偏振分束器和衍射光学元件成

像到相机上，从而实现了网络节点之间的耦合，并通

过强化学习实现了性能卓越的时间序列预测。

2019 年，天津大学研究团队提出了一种基于二

氧化碳激光器的衍射光栅全连接神经网络系统[119]，

与 Lin 等人的工作[116] 相比，该系统所采用的光源是

波长为 10.6 μm 的长波红外光，比太赫兹光源更容易

获得，而且，使用矩阵光栅来代替 3D 打印的衍射层，

衍射光栅的像素尺寸从 400 μm 减少到 5 μm (减少了

80 倍)，每层之间的距离减少了 3 倍，D2NN 的衍射

光栅成本更低。同年，清华大学 Yan 等人提出了用于

全光图像处理的傅立叶空间衍射深度神经网络 (F-
D2NN)[120]，之前的衍射神经网络的运算都是在实数域

完成，该系统将图像进行傅里叶变换后再经过神经网

络处理，系统中加入了非线性元件——特殊材料的光

折变晶体 (SBN:60)，这个晶体会随着介质中光强度的

变化改变折射率，从而对神经元施加复激活函数；对

于 MNIST 数据集，5 层 F-D2NN 的准确率为 96.4%，

10 层 F-D2NN 的准确率为 98.1%，与 D2NN 相比，F-
D2NN 更复杂，能够以光速执行高级计算机视觉任务

(例如分割)，而且在一些任务上有着更高的正确率和

稳定性。

2021 年，哈尔滨工业大学 Chen 等人通过实验验

证了 D2NN 在可见光波段的功能[121]，同时提出了将神

经元大小与可见光谱中的波长相关联的公式，在实验

中使用石英制作了一个相位掩模，并使用 CCD 相机

记录了最终的输出强度，实验结果证明了 D2NN 应用

领域的拓展。同年，清华大学戴琼海团队提出了大规

模可重构衍射计算处理器[122]，并提出自适应的在线

训练算法，在手写数字图像和人类动作视频分类问题

中，实验分类精度与电子计算方法相当。2021 年，

上海理工大学研究团队提出了基于全息纳米结构方案

的紧凑型光学衍射神经网络完成全光推理[123]，该网

络比其他衍射设备和集成光子硬件的算力提高了 3
至 5 个数量级，在单层纳米尺度每平方厘米部署超

过 5 亿个神经元，密度达到人类大脑神经元的 1/400。
2022 年，日本长冈技术科学大学 Fujita 等人提出

了一种磁光衍射深度神经网络 (MO-D2NN)[124]，其创

新之处在于使用磁光 (magneto-optical, MO) 材料构建

神经元，当线性偏振光穿过 MO 材料或从 MO 材料

反射时，由于 MO 效应，偏振平面发生旋转和椭圆形，

该系统中输入光通过隐藏层中的 MO 效应进行偏振调

制和衍射，并使用偏振图像传感器捕获输出信号；

MO-D2NN 对在 MNIST 数据集的分类准确率大于 90%，

与其他光学衍射层相反，MO 衍射层是可重写的。

2023 年，Duan 等人采用联合优化方法设计了多

波长 D2NN，提出了一种新的光学多任务学习单片系

统[125]，通过将多任务编码到多波长通道中并利用衍

射光场的波长维度，所提出的光学多任务学习方法可

以以光速并行实现不同的任务；光学多任务功能在单

片系统中实现，不需要衍射调制层的机械移动，从而

显著降低了系统的复杂性，分析表明，所提出的方法

可以显著缓解多任务之间的竞争，并保持每个任务的

性能，随着任务数量的增加，多波长 D2NN 在实现光

学多任务学习方面表现出更大的优势；通过使用波分

复用技术执行光学多任务学习，该方法可以扩展到其

他光子神经网络架构，同时实现高并行、高精度和高

通用性的能力。同年，清华大学戴琼海院士团队制

造出了一款全模拟光电计算芯片 (all -analog  chip
combining electronic and light computing，ACCEL)[126]，

通过融合光域计算和模拟域电计算来实现神经网络的

计算，在光域中，该芯片通过一个多层光学衍射神经

网络，针对所输入的高分辨率图像，以光速来进行特

征提取和数据降维，然后由一个光电二极管阵列接收

衍射网络的输出，并通过光电效应转换成模拟电流信

号，通过这种光域处理，极大地减小了数据维度，从

而降低光电转换的规模，实现超高算力和超低功耗，

其算力达到目前高性能商用芯片的三千余倍，能效达

到四百万余倍。

基于衍射光学的深度神经网络架构显著消除了对

光电转换元件的需求，可以更有效地实现全光神经网

络；此外，衍射神经网络的神经元数量显著增加，网

络结构更加复杂，其应用领域更加广泛。然而，目前

的衍射神经网络仍需要数字微镜器件等设备来加载图

像和需要计算机用于训练网络，而且需要专注于光学

非线性元件的研究和应用。 

3.2  其他自由空间的光子神经网络

2019 年，香港科技大学研究团队实现了一个具

有可调线性操作和非线性光学激活函数的全光神经网

络[127]，其中线性运算由空间光调制器和傅里叶透镜
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编程，而非线性光学激活函数在具有电磁感应透明度

的激光冷却原子模块实现，该硬件系统可以针对不同

的应用进行重新配置，而无需修改物理结构；该团队

设计了两层全连接的全光神经网络，成功实现对原

型 Ising 模型不同相位的分类，证实了其在机器学习

应用中的能力和可行性。同年，麻省理工学院

Bernstein 研究团队提出了一种基于相干零差检测的新

型光子加速器[128]，该加速器既能实现全连接网络，

也能实现卷积网络，它快速、低功耗、结构紧凑、易

于扩展到大规模，可利用标准自由空间光学元件实现

大规模空间多路复用，其中突触连接的乘加操作具有

千兆赫兹的高速度和亚焦耳的极低能量；随后，又提

出了一种数字的非相干零差检测的大规模可重构光子

神经网络[129]，使用大量的光扇出和基于干涉的光电

倍增的组合，更加节能和吞吐量更高。2020 年，法

国玛丽居里大学 Rafayelyan 等人提出一种能实现 5 万

个光学节点的储备池计算系统[130]，其关键光学部件

包括了空间光调制器、散射介质和相机，其中非线性

由散射介质提供，该系统成功预测了大型时空混沌数

据集；与传统计算机相比，实验研究证实提出的光学

方案计算时间几乎与光子节点数量无关。2024 年，

清华大学方璐团队首创分布式广度光计算架构，研制

出全球首款大规模干涉-衍射异构集成芯片——太极

(Taichi)[131]，该芯片融合衍射光计算大规模并行优势

与干涉光计算灵活重构特性，将衍射编解码与干涉特

征计算进行部分/整体重构复用，以时序复用突破通

量瓶颈，实现了 160 TOPS/W 的能量效率，赋能光计

算实现自然场景千类对象识别、跨模态内容生成等人

工智能复杂任务。

2020 年，浙江大学 Qian 等人提出了一种基于复

合惠更斯超表面的衍射神经网络[132]，展示了所有光

学逻辑运算的通用框架，如图 10(a) 所示，该网络中

入射平面波首先通过输入层的特定逻辑运算进行空间

编码，然后通过隐藏层 (即复合惠更斯元表面) 进行进

一步解码，精心设计的超表面将编码光散射到输出层

的两个小指定区域之一，提供输出逻辑状态的信息，

在一个概念性的微波实验中，在两层电介质超表面上

成功地实现了与、或、非三个基本的逻辑运算。2021
年，美国华盛顿大学 Wu 等研究人员展示了一种多模

光子核[133]，由基于相变材料制成的相位梯度超表面

的可编程波导模式转换器组成，这种相变超表面模式

转换器利用 PCM 相变过程中的大折射率变化来以高

达 64 级的高模态对比度精度控制波导两个空间模式

的转换，在矩阵向量乘计算中以 6 位精度表示权重参

数，如图 10(b) 所示，基于该转换器作为可编程内核

构建的多模光学卷积神经网络，可以高精度地执行边

缘检测和模式识别等图像处理任务，展示了该网络在

大规模光学计算中的可行性和潜力。2022 年，东南

大学 Liu 等人设计了一种基于多层数字编码超表面阵

列的可编程衍射深度神经网络[134]，如图 10(c) 所示，

超表面上的每个超构原子与两个放大器芯片集成充当

一个活跃的人工神经元，提供 35 dB (从−22 dB 到

13 dB) 的动态调制范围，可编程信息超表面的引入增

强了网络的可编程性，通过开发用于现场学习的强化

学习算法和用于数字编码的离散优化算法，证明该系

统可以处理各种深度学习任务，包括图像分类、移动

通信编解码和实时多波束聚焦。 

3.3  总　结

自由空间光子神经网络凭借其灵活性高、可扩展

性强的特点，能够在不拘泥于固定集成结构的情况下，

快速适应算法变化和网络设计创新，通过增加光学组

件可以轻松扩大网络规模，不受集成度的限制。然而，

这种网络也面临着尺寸较大不利于小型化和集成，对

环境因素敏感导致稳定性和精度问题，以及光线在自

由空间传播可能存在的损耗导致能效相对较低等挑战，

限制了其在小型化设备和低能耗场景的应用。因此，

自由空间光子神经网络适用于快速原型设计和算法探

索以及处理大规模数据集。 

4   光子神经网络的训练

训练是神经网络构建过程中的一个重要步骤，它

决定着整个系统的性能，光子神经网络的训练问题是

扩展光子神经网络应用的制约因素。目前的光子神经

网络的训练方法可分为两类：硬件感知的非原位训练

和片上原位训练，其研究进展如图 11 所示。

非原位训练是指在数字计算机的帮助下进行的训

练，硬件感知的非原位训练将光神经网络的训练过程

转移到数字计算机上，并利用各种线路感知训练技术，

在训练过程中尽可能精确地捕捉线路行为并对其进行

建模，同时考虑各种非理想效果，然后在训练过程中

注入光子线路模型，以减少训练和真实推理之间的差

距。2020 年，Gu 等人提出一种噪声感知量化方案[135]，

使光子神经网络适应低精度控制和具有移相器噪声的

非理想环境，该方案通过粗梯度近似和酉投影，实现

光子神经网络的低精度电压控制，并缓解相应的精度
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下降，同时该团队还提出一种保护群 Lasso 正则化技

术，通过动态抑制鲁棒性较差的权重矩阵块来保护网

络免受移相器噪声的影响；实验结果表明，在各种控

制精度和设备噪声下，基于噪声感知训练的四层光子

神经网络比基线方法具有更高的推理精度和更低的方

差。2021 年，Mourgias-Alexandris 等基于相干硅集成

电路将噪声容忍线性神经元架构方案与噪声感知训练

方法相结合[136]，实现了高性能的光子深度学习模型，

该模型与最先进的相干网络相比，每个轴突的片上计

算速率和分类精度高出 6 个数量级和 7%，与 Gu 等

人的工作[135] 相比，本工作使用基于双 IQ 调制器的相

干线性神经元架构，其中单个片上权值简单地由相移

和幅度调制元件定义，与具有级联 MZI 的相应相干

布局相比，该方式显著提高了噪声容忍特性。2022

年，Kirtas 等人提出了一种量化感知训练框架来训练

具有有限精度的光子深度学习模型[137]，有效降低光

子深度学习模型的精度要求，从而减少对昂贵的高速

和高精度模数转换/数模转换的需求，并降低与这些

组件相关的硬件成本，在较低的比特分辨率下显著提

高了模型性能，在各种任务和不同的光子结构中，包

括全连接、卷积和递归网络，实验证明了所提出的方

法的有效性，该方法应用于上述 Mourgias-Alexandris
研究团队的工作[136] 中可以降低硬件的复杂性和成本，

因此，该方法提供了一种更全面的方法来训练光神经

网络，在提高模型的鲁棒性和性能的同时降低硬件的

复杂性和成本。2022 年，Feng 等人开发了一个多级

硬件感知训练框架[138]，利用测量数据和人工智能算

法开发了一种基于神经网络的可微光子集成线路估计
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图 10　基于超表面的光子神经网络。(a) 基于复合惠更斯超表面的衍射神经网络实现光学逻辑运算的原理和实验
[132]

；(b) 基
于相变超表面可编程模式转换器阵列作为光子计算核心的光子卷积神经网络

[133]
；(c) 基于多层数字编码超表面阵列的可编程

衍射深度神经网络
[134]

Fig. 10　Photonic neural network based on metasurfaces. (a) The principle and experiment of optical logic operations performed by a diffractive
neural network based on a compound Huygens’ metasurface[132]; (b) Optical convolutional neural network based on the phase-change

metasurface mode converter as a photonic computing core[133]; (c) A programmable diffractive deep neural network based on a multi-layer digital-
coding metasurface array[134]
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器，在正向和梯度反向传播过程中对实际物理芯片的

行为进行了明确的建模，实现基于梯度的物理变化感

知优化，对网络中非理想行为进行建模并预测真实光

学神经芯片的响应，结合该训练框架，在硅光子可编

程蝶型光电网络芯片上对提出的硬件高效的光学子空

间神经网络结构进行了实验验证，最大限度地降低了

所需的设备编程精度、减少了芯片面积和提高了噪声

鲁棒性，与前面的工作[135-137] 不同，所提出的训练框

架部署在光学子空间神经网络，通过使用更小的光学

组分以及更快、更高效的光电转换技术，进一步提高

网络的性能，突破了光神经网络的可扩展性和完整性

的极限，并在提高硬件效率的情况下为下一代高性

能 AI 加速器创造了新的设计范式。2024 年，Zhan 等

人提出一种物理感知的分析梯度训练方法用于混合光

子-数字-电子神经网络[139]，该方法以分治策略计算分

析梯度，使用光子神经网络执行前向传递，通过学习

光子神经网络的独特物理变换建立可微分的数字神经

网络模型，利用该数学神经网络模型来计算分析梯度

用于反向传播，补充物理系统无法完成的训练循环部

分，该方法利用可微数学神经网络来表示不可微光子

神经网络，克服了光神经网络训练中芯片不可微性带

来的困难，简化了混合光子数字网络的训练过程并降

低了成本，使用 8×8 光子神经网络芯片上对训练算法

进行了验证，在各种机器学习任务中展现出巨大的
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Fig. 11　Research progress in training optical neural networks[89,135-144]
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潜力。

原位训练旨在直接在芯片上进行训练，从而能够

考虑各种芯片上的非理想性，这种方法通过将光子硬

件的真实行为直接纳入训练过程，最大限度地提高精

度。2018 年，斯坦福大学 Hughes 等人在理论上提出

伴随变量法推导了反向传播算法的光子模拟[140]，能

够对光子神经网络进行高效原位训练，该方法通过干

扰伴随场和正向场来实现片上反向传播，直接测量出

梯度信息作为原位强度测量，可以以高效和可扩展的

方式直接在设备内部进行训练，该方法广泛适用于集

成和自适应光学系统，使自配置和自动优化成为可能。

2020 年，清华大学 Zhou 等人提出光学误差反向传播

算法用于线性和非线性衍射光学神经网络的原位训

练[141]，基于光互易性和相位结合原理测量正向和反

向传播的光场，准确地计算损耗函数相对于衍射层权

重的梯度，从而加快训练速度，提高核心计算模块的

能量效率，基于可重构衍射光神经网络系统数值模拟

验证了所提出的原位光学训练方法在物体分类和矩阵

矢量乘法任务中实现了与使用电子计算机进行训练相

当的精度，所提出的原位光学训练系统存在顺序读入

模式和现有空间光调制器成本较高的局限性，随着集

成光子学中可编程片上光电子设备的出现可以缓解这

些问题。2022 年，Ohno 等人利用 MRR 交叉阵列的

转置矩阵运算的片上反向传播实现了片上训练[89]，但

它仅在数值模拟中实现，没有芯片上的演示。在

Hughes 等人和 Zhou 等人提出的原位训练方法 [140-141]

中，用于反向光场传播的额外硬件配置可能会导致反

向传播过程中的梯度计算不准确，使得原位训练方法

在训练具有重大系统误差的大规模光神经网络方面仍

然面临巨大挑战，阻碍了先进架构的构建，并限制了

模型在执行复杂人工智能任务时的性能。因此，

2023 年，清华大学 Lin 等人提出了大规模光子神经网

络的对偶自适应训练方法[142]，通过网络的精准建模

和对偶反向传播，使网络能够适应大量动态的系统误

差累积，并在部署过程中保持其性能，实现任务推理

性能的巨大提升，在动态系统误差环境下，成功训练

了包含 28 万神经元的光子神经网络，在分类任务上

的训练性能大幅优于当前训练方法。同年，Hughes
研 究 团 队在 2018 年 提 出 的 原 位 训 练 算 法 [140]

基础上，构建了一个具有可编程移相器和光功率监测

的三层四端口硅光子神经网络芯片，基于该芯片实验

证明了原位反向传播的光子实现[144]，通过干扰正向

和反向传播的光来测量移相器电压的反向传播梯度，

使用原位反向传播解决分类任务，在给定误差的情况

下模拟了在 64 端口光子神经网络使用原位反向传播

训练 MNIST 图像的识别，测试准确率大于 94%，与

数字模拟计算相当，然而，这种实现方式需要额外的

功率/相位监测器、更快的微控制器和更精确的检

测器，增加了硬件控制的复杂性并带来了可扩展性

问题。

硬件感知的非原位训练不直接在硬件上进行训练

计算，仅涉及到模型在硬件上的部署和调整，通过在

训练过程中动态调整硬件级和模型级性能设置，以平

衡模型质量和训练速度；由于它并不直接在硬件上进

行计算，可能无法充分利用硬件的并行性和效率，因

此，这种训练方法更适用于需要在多种硬件平台上进

行训练，并需要在训练过程中平衡模型质量和训练速

度的场景。片上原位训练则直接在硬件上进行神经网

络的训练，通过使用特定的算法，可以在硬件上直接

计算每个神经网络层的梯度向量，充分利用硬件的并

行性和效率，从而实现高效的并行化和快速的训练速

度，还考虑到了硬件的非理想性，使训练对噪声具有

鲁棒性。然而，这种训练方法可能受限于特定硬件的

特性和容量，对于大型模型或数据集可能不太适用，

它更适用于需要超快训练速度且对硬件的并行性和效

率有较高要求的场景。 

5   总结与展望

光子神经网络作为人工智能技术与光子技术的交

叉学科产物，通过融合两个领域的优势，打破传统电

子神经网络存在的性能瓶颈，构建出高速低功耗的新

型计算架构。本文系统介绍了片上集成与自由空间两

种光子神经网络的研究进展，详细介绍了该领域内典

型的研究工作。其中，自由空间的光子神经网络具备

潜在的大带宽和并行处理能力，将部分计算转化为光

学处理以减轻软件和硬件的压力，同时降低成本和节

省时间，适用于大规模计算任务。然而，自由空间中

的光学神经网络当前仍面临多重挑战，首要问题是其

训练和构建仍需借助计算机和光电转换设备，其中，

非线性实现的难题尤为突出。此外，光束在自由空间

中传播时，能量利用效率低下，且易受环境因素影响，

导致其稳定性较差以及控制复杂度较高。随着光纤通

信互连、纳米光学等技术的日趋成熟，用于神经计算

的硅光集成电路和相变材料得到了快速发展，相较于
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自由空间的光子神经网络，片上集成的光子神经网络

具有高能效、紧凑的面积布局以及灵活的可编程性等

诸多优势，然而，在大规模集成的过程中，如何确保

准确性和稳健性，以更好地应对日益复杂和大规模的

计算任务，仍是当前亟待解决的问题。

当前，人工智能技术正蓬勃发展，其在机器视觉、

智能感知及自动驾驶等多个领域都展现出强大的应用

潜力，光子神经网络作为一种新型人工智能计算架构，

其应用领域正逐渐从简单的模式识别应用拓展至更广

泛复杂的应用。本综述归纳总结了目前已报道的光学

神经网络架构在人工智能多个特定应用场景的表现，

包括 MNIST 手写数字识别、图像边缘检测、鸢尾花

识别、元音识别及非线性逻辑运算等典型任务，展现

了其在人工智能领域的应用潜力。相较于电神经网络，

光神经网络展现出了更低的功率消耗、更少的参数设

置以及更快的计算速度。在应对如 MNIST 数据集等

简单应用场景时，光神经网络所表现出的准确性足以

与电神经网络相媲美。然而，当面对复杂数据集时，

光神经网络的准确性仍需经过更为严格的验证。因此，

在光神经网络真正能够广泛投入实际应用之前，尚需

经历一段漫长的探索与验证过程。

光子神经网络是光子学、人工智能和光电集成等

多个领域的交叉融合的产物，相较于已经相对成熟的

电子神经网络，其在可扩展性、集成度、规模化封装、

小型化、实用化和可训练性等方面仍有很大的进步空

间。特别是光电器件固有的非理想性和低稳定性特性，

对光子神经网络的可训练性、集成度和规模化构成了

严峻的挑战，导致构建功能复杂的神经网络模型面临

更严苛的要求，反过来，这些性能问题也限制了光子

神经网络在特定领域充分发挥其独特优势。因此，光

子神经网络的发展迫切需要克服以下挑战，从根本上

突破其发展瓶颈。具体而言，在高性能大规模光子集

成领域，面临着大规模异质异构集成、光电融合集成

等先进工艺、高效调制与高灵敏探测等难题；在高密

度光电封装方面，则需应对百量级光阵列耦合、百量

级高速电封装、高密度互连等挑战；在光电速率匹配

方面，需要解决高速率、低功耗模数转换、光/电时

分复用与解复用等问题；此外，在驱动软件与应用开

发方面，亦需要开发先进的系统与驱动软件，以构建

完善的软件生态。

展望未来，光子神经网络正呈现出一种多层次、

跨领域、全方位的发展格局，从材料器件、系统架构

到算法实现，形成了一条自下而上、层层递进、互为

支撑的技术发展脉络。在器件层面，致力于进一步降

低光脉冲神经元和光突触器件的单元功耗、提高速率，

并努力开发大规模光脉冲神经元和光突触阵列，以增

强网络规模的可扩展性；在系统架构层面，积极探索

光脉冲神经元与光突触芯片的异质异构集成技术，并

深入研究光计算芯片与电控制芯片的光电融合集成，

力求在硬件层面实现多层光子神经网络的构建，并实

现光神经网络芯片的小型化；在算法层面，专注于深

度脉冲神经网络算法的研究及其应用的拓展，以期实

现从专用计算到通用计算的跨越。这样，不仅能够深

度挖掘光子特性的潜能，更可以实现了与人工智能算

法的深度融合，展现出光子神经网络在构建新型智能

计算体系中的广阔前景。

综上，光子神经网络将光子的高并行、高速传输、

低能耗等特性与神经网络的强大计算能力完美结合，

在图像分类、目标检测和动作识别等计算机视觉任务，

以及文本分类、语音识别和情感分析等自然语言处理

任务方面，展现出前所未有的潜力和优势，进而更广

泛地应用于高性能计算与数据中心、图像处理、自动

驾驶和生物医学等复杂场景，为这些领域带来颠覆性

变革，并将推动光子神经网络这一全新计算范式的发

展，引领下一代人工智能计算科技迈向更加高效、智

能的未来。
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Progress in the research of optical
neural networks

Xiang Shuiying1*, Song Ziwei2, Zhang Yahui1, Guo Xingxing1, Han Yanan1, Hao Yue3

Overview: The era of big data has placed greater demands on the computing power and speed of electronic computer
processing  systems.  Issues  such  as  the  "memory  wall"  and  "power  wall"  inherent  in  the  traditional  von  Neumann
architecture, coupled with the slowing down or even invalidation of Moore's Law, have posed significant challenges to
electronic chips in terms of computing speed and power consumption. Utilizing optical computing as an alternative to
traditional  electronic  computing  represents  one  of  the  most  promising  avenues  to  address  current  challenges  in
computing power and power consumption.

This  review  systematically  summarized  the  research  progress  of  optical  neural  network  (ONN)  architectures  and
algorithms in both on-chip integration and in free space, and described typical research efforts in detail. In terms of on-
chip  integrated  ONNs,  the  research  progress  of  ONNs  based  on  semiconductor  lasers,  silicon  micro-ring  resonators,
Mach-Zehnder  interferometers,  and  phase  change  materials  was  presented.  Meanwhile,  progress  in  research  on  free-
space-based ONNs, including diffractive deep neural  networks and metasurface-based ONNs, was summarized. Then,
the  advantages  and  disadvantages  of  these  two  types  of  ONNs  were  discussed  and  compared.  The  free-space-based
ONNs  have  excellent  parallel  computing  capabilities  and  are  suitable  for  large-scale  computing  tasks.  But  they  suffer
from large volume and high complexity. In contrast, on-chip integrated ONNs have the advantages of scalability, high
power efficiency, compact footprint, and high programmability. However, how to ensure accuracy and robustness in the
process  of  large-scale  integration  to  better  cope  with  increasingly  complex  and  large-scale  computing  tasks  is  still  an
urgent  problem  to  be  solved.  In  addition,  training  is  an  important  step  in  the  construction  of  neural  networks  and
determines the performance of the entire system. Therefore, the research progress of the in-situ training method and the
hardware-aware offline training method used in ONNs was introduced.

At last, the potential challenges that ONNs may encounter were discussed in depth, and a forward-looking perspective
on  their  future  development  was  offered.  From  the  material  and  devices,  to  the  system  architecture,  and  ONNs  are
presenting a multi-level, cross-domain, and comprehensive development pattern for the algorithm implementation. By
thoroughly  exploring  the  potential  of  photon  properties  and  deeply  integrating  them  with  artificial  intelligence
algorithms, the broad prospects and infinite possibilities of ONNs in building new intelligent computing systems can be
demonstrated. Advances in ONNs can promote the development of the new computing paradigm of photonic brain-like
computing, leading computing technology toward a more efficient and intelligent future.

Xiang S Y, Song Z W, Zhang Y H, et al. Progress in the research of optical neural networks[J]. Opto-Electron Eng, 2024,
51(7): 240101; DOI: 10.12086/oee.2024.240101
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